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1. はじめに 

近年，深層強化学習（Deep Reinforcement 

Learning）は多くのタスクで人間を凌駕する

性能を示しているが，その学習には膨大な試行

錯誤が必要であり，実世界への応用においてサ

ンプル効率の低さが課題となっている． 

  この解決策として，人間の専門家によるデ

モンストレーションデータを活用する模倣学

習（Imitation Learning）とのハイブリッド手

法が注目されている [1]．模倣学習を事前学習

として用いることで，初期探索を効率化（ジャ

ンプスタート）できる．しかし，人間が作成し

たデータには特有のノイズや非効率な動き（悪

癖）が含まれる場合があり，固定的な強度で模

倣を続けると，エージェントがその悪癖に過適

合し，最終的な性能が教師データの水準で頭打

ちになる，あるいは学習後半で崩壊（Collapse）

するといった問題がある [2]． 

  そこで本研究では，エージェントの習熟度

に応じて模倣の強度を動的に制御する「スコア

基準適応型減衰（ Score-Based Adaptive 

Decay）」手法を提案する．Acrobot タスクにお

いて，本手法が学習の崩壊を防ぎつつ，教師デ

ータのスコアを超える性能を実現できること

を検証する． 

 

2. 提案手法 

2.1 スコア基準適応型減衰 

 本研究では，エージェントの平均報酬（スコ

ア）を監視し，その到達度に基づいて模倣学習

の重み𝜆を動的に調整する「スコア基準適応型

減衰」を提案する． 

 学習プロセスは，以下の適応的な目的関数 

を最大化する問題として定式化される． 

 

𝑱Adaptive(𝜽) = 𝑱PPO(𝜽) − 𝝀(𝑹𝒕) ∙ 𝑳BC(𝜽)． 

 

 ここで，𝑱PPOは強化学習の目的関数，𝑳BCは

模倣学習の損失関数である．係数𝜆(𝑅𝑡)は現在

のエピソード平均報酬𝑅𝑡に依存して動的に変

化する関数であり，以下のように定義される． 

𝜆(𝑅𝑡) = {
𝜆init     (𝑅𝑡 < 𝑅ref)

𝜆decay(𝑡) (𝑅𝑡 ≧ 𝑅ref)．
 

 

2.2 学習フェーズの遷移 

  上式に基づき，学習は以下の 2段階で進行

する． 

  (1) 模倣フェーズ(𝑅𝑡 < 𝑅ref)：スコアが「基

準スコア𝑅ref」に達していない状態．𝜆を初期値 

𝜆init（強い値）に維持し，人間データによる模

倣を優先することで初期学習を加速させる． 

 (2) 自立フェーズ(𝑅𝑡 ≧ 𝑅ref)：スコアが基準

を超えた状態．基礎動作を習得したと判断し，

減衰関数𝜆decay(𝑡)に従って𝜆を徐々に0に近づ

ける．これにより，人間データのノイズからエ

ージェントを解放し，PPOによる自律的な最適

化を促進する． 

 

2.3 基準スコアの定義 

 本手法において，フェーズ移行の閾値となる 

𝑅refの設定は重要である．単純に教師データの

平均スコアを𝑅refとすると，人間データのノイ

ズにより模倣学習だけではそのスコアに到達

できず，永遠に模倣フェーズから抜け出せない

（デッドロック）リスクがある． 

 そこで本研究では，予備実験により「模倣学

習のみで到達可能なスコアの上限（BC Limit）」

を特定し，その値を𝑅refとして採用するアプロ

ーチをとる． 

 

3. 実験設定 

  実験環境には OpenAI Gym の Acrobot-

v1 を使用する．教師データとして，筆者が操

作した平均スコア -115.6 の人間データ（ノイ

ズを含む）を用いる． 

 アルゴリズムの実装には Stable Baselines3 

[3] を用い，比較対象として，学習全期間を通

じて模倣強度を固定する「Fixed Hybrid」と，

提案手法である「Proposed Adaptive」の性能

比較を行う． 
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4. 実験結果と考察 

4.1 予備実験：BC限界の特定 

 まず，人間データに対し純粋な模倣学習（BC）

を行った場合の到達限界を検証した結果を図

１に示す．教師データの平均スコアは -115.6

であるが，BC のみを行ったエージェントのス

コアは 170.7 付近で飽和した． 

 この結果に基づき，本実験における基準スコ

アを𝑅𝑟𝑒𝑓 = −170.7に設定する． 

 

図 1 模倣学習の到達限界（BC Limit）． 

 

4.2 本実験：手法の有効性検証 

  図 2に，Fixed Hybrid（橙破線）と Proposed 

Adaptive（緑実線）の学習推移を示す． 

 Fixed Hybrid は学習中盤まで順調に推移し

たが，80000 ステップ付近でスコアが急落し，

学習が崩壊している．これは，強化学習による

最適化と，質の劣る人間データへの模倣が衝突

したためと考えられる． 

 一方，提案手法は崩壊することなく安定して

学習を継続した．特筆すべきは，最終スコアが 

-100 付近に達し，教師データの平均（-115.6）

を上回っている点である．これは，𝑅ref到達後

に適切に模倣の重みを低減させたことで，人間

データの制約を超えた探索が可能になったこ

とを示している． 

 

図 2 提案手法と固定型の学習推移比較． 

 

4.3 発展的検証：未知タスクへの適応 

実環境では BC 限界の特定が困難な場合があ

る．そこで，堅牢性検証のため𝑅refを到達困難

な教師スコア（-115.6）に設定する．この場合，

基準未達による模倣継続のリスクがあるため，

未達時でも𝜆を緩やかに減衰させる「フェイル

セーフ機構」を図３のように導入する． 

結果，提案手法は学習崩壊することなく，最

終的に教師スコア付近まで性能を向上させた．

これは過学習を回避しつつ自律探索へ移行で

きたことを示しており，本手法は未知のタスク

に対しても有効であると結論付けられる． 

 

図 3 未知タスクを想定したフェイルセーフ機

構の検証． 

 

5. おわりに 

 本研究では，不完全な人間データを用いたハ

イブリッド学習において，模倣学習の限界値を

見極め，それを基準に自律学習へ切り替える

「スコア基準適応型減衰」を提案した． 

  実験の結果，提案手法は従来手法で見られ

た学習後半の崩壊を回避し，かつ教師データの

性能を凌駕できることが実証された． 

  今後は，基準スコアを事前に特定できない

未知のタスクにおける自動推定機構の導入な

どが課題となる． 
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